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Neurointerpolacja — neuronowa kr

Matematyka klasyczna skoncentrowata sie na row-
naniach liniowych z powaznego powodv pragma-
tycznego: nie vmiata rozwigzywacé nic wiecej. Wpo-
rownaniv z niesfornymi, chuligariskimi btazeristwa-
mi fypowego rownania, rownania liniowe sq gro -
madg chfopcow z chéru koscielnego. (...) Zachowa-
nie rownan liniowych — podobnie jak zachowanie
chiopcow z choru koscielnego — dalekie jest jed-
nak od typowosci.

lan Stewart, ,,Czy Bog gra w kosci?”

w iele ksztalttow wystgpujacych w naturze jest zbyt ztozo-
nych, by mdc je opisaé w postaci prostych formut alge-
braicznych. Praktycznym zastosowaniem wiedzy matematycz-
nej w opisie obiektow i procesow rzeczywistych jest najcze-
sciej modelowanie liniowe. Procedury tej uzywa si¢ gtownie
z uwagi na dobrze znang strategi¢ optymalizacji stosowana
przy konstrukcji modeli tego typu. Jednak wszgdzie tam, gdzie
nie ma podstaw do aproksymacji liniowej wystepujacych zja-
wisk i proceséw, modele liniowe nie sprawdzaja si¢, prowa-
dzac niekiedy do formutowania niestusznych opinii o catko-
witym braku mozliwo$ci matematycznego opisywania takich
systemow.

Tymczasem jednym ze sposobéw modelowania nieliniowego jest
wykorzystanie specjalnych programéow komputerowych, zwanych
sztucznymi sieciami neuronowymi (SSN). Rozwingly si¢ one

w wyniku badan prowadzonych w dziedzinie sztucznej inteligen-
cji, a zwlaszcza prac dotyczacych funkcjonowania podstawowych
struktur mézgu. SSN moga by¢ uzyteczne w  sytuacjach, w ktd-
rych struktura problemu jest stabo rozpoznana, informacje wej-
$ciowe niekompletne, a zadowalajace sa przyblizone wyniki kon-
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Rys. 1. Sztuczny neuron (http://www.nrn.prv.pl/)

cowe. Do sieci neuronowych wprowadza si¢ pewne zmienne
wejsciowe (czyli dane), zas jej wyjscia definiuja zmienne wy-
jSciowe (czyli rozwigzania). Dlatego tez moga one byc¢ stosowane
wszgdzie tam, gdzie na podstawie pewnych znanych informacji
whnioskuje si¢ o pewnych informacjach nieznanych.
Zastosowanie sieci neuronowych upowszechnito si¢ dzigki ich
wiasciwosciom uzytecznym w modelowaniu i obliczeniach. Za-
lety SSN mozna ujaé nastgpujaco:

B pozwalaja na stosunkowo proste tworzenie dowolnie ztozo-
nych modeli nieliniowych, ,,uczac si¢” na przedstawianych przy-
ktadach. Metoda ta nie wymaga przyjmowania a priori zadnych
zatozen co do ksztattu i stopnia nieliniowos$ci tworzonej funkcji
regresji,

m charakteryzuje je wysoki stopien odpornosci na btedy. Infor-
macje, na podstawie ktorych uczymy sie¢, moga by¢ niepeine
lub obarczone btedem. Odpowiednio nauczona sie¢ neuronowa
potrafi skutecznie ,,odfiltrowa¢” szum i prowadzié obliczenia
w oparciu o wypadkowe tendencje i trendy,

m wlasciwie przygotowana (nauczong) SSN cechuje zdolnosé
do generalizacji, tj. umiejgtnos¢ uogdlniania zdobytej wiedzy,

B najistotniejsza jest jednak tatwos¢ ich uzycia. SSN dziataja
na zasadzie ,,czarnej skrzynki”: pytanie — odpowiedz. Sieci
neuronowe w praktyce same konstruuja potrzebne uzytkowni-
kowi modele, poniewaz automatycznie ucza si¢ na podanych
przez niego przyktadach. Proces uczenia sieci zastgpuje progra-
mowanie. Dzigki temu mozna rozwiazywac problemy oblicze-
niowe, nie znajac algorytmu, dysponujac jedynie testowym zbio-
rem zawierajacym ,,pytania” i ,,odpowiedzi’.
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Rys. 2. Sie¢ neuronowa GRNN

z asadniczym elementem systemu SSN jest sztuczny neuron,
odwzorowujacy podstawowe cechy uktadu biologicznego.
Mozg sktada sig¢ z komodrek nerwowych zwanych neuronami.
Pomigdzy nimi znajduja sig cieniutkie potaczenia, tzw. dendryty
i aksony. W powigkszeniu fragment mozgu wyglada jak drobna
sie¢, ktorej weztami sa neurony. W budowie SSN wykorzysty-
wane sg sztuczne elementy o luznej analogii do dendrytow,

aksondw i synaps (to miejsca stykow dendrytéw i aksonow).
Sygnaly wejsciowe dostarczone do neuronu sg odpowiednio
przeksztalcane i przesytane do kolejnych neuronéw tworzacych
sie¢. Pojedynczy neuron mozna rozpatrywac jako specyficzny
przetwornik sygnatow cyfrowych:

®m do neuronu dociera pewna liczba sygnatéw wejsciowych,

m kazda warto$é wprowadzana jest do neuronu przez potacze-
nie o pewnej wadze,

® dla neuronu okreslana jest warto$¢ progowa aktywujaca ten
neuron,

B sygnal reprezentujacy taczne pobudzenie neuronu przeksztat-
cany jest przez ustalong funkcje¢ aktywacji.

Poszczegdlne neurony grupowane sa w warstwy tworzace SSN.
Warstwa wejsciowa umozliwia wprowadzanie danych zrodto-
wych do sieci, tzw. warstwy ukryte stuza do ich przetwarzania,
za$ warstwa wyjsciowa umozliwia wyprowadzenie wynikow zsie-
ci. Na wejscie kazdego neuronu danej warstwy trafia kazdy myg-
naldéw z warstwy poprzedniej, nie istnieja natomiast potaczenia
migdzy neuronami nalezacymi do jednej warstwy. Istotnym prob-
lemem jest sposob budowania potaczen strukturalnych pomigdzy
warstwami sieci. W praktyce najczesciej stosowane jest potacze-
nie jednokierunkowe, nie zawierajace sprzg¢zenia zwrotnego.

c ata wiedza sieci neuronowej tkwi wwartosciach wag synap-
tycznych tworzacych ja neuronéw. Zmieniajac je, dostanie-
my inng sie¢. Identyczna co do ,,wygladu”, lecz o catkiem in-
nym ,,charakterze”, udzielajaca zupelnie odmiennych odpowie-
dzi na te same pytania. Uczenie sieci polega na iteracyjnym
dobraniu takich wartosci wag, przy ktorych sie¢ bedzie mozli-
wie najlepiej rozwiazywala dane zadanie. Istnieja dwa typy
algorytmow do uczenia sieci neuronowych, ktdre stosowane sa
w zaleznos$ci od rodzaju uzywanej sieci: ,,z nauczycielem” oraz
,.bez nauczyciela”.

Stosujac uczenie z nauczycielem, nalezy zgromadzi¢ zbiér da-
nych uczacych. Dane te zawieraja przyktady wejsc oraz odpo-
wiadajacych im poprawnych wartosci wyjsciowych. Mozna po-
wiedziec, ze sg to przyktady zadan wraz z rozwiazaniami: zbior
przyktadowych danych wejsciowych definiuje pewne zadanie,
za$ skojarzona z tym zbiorem wartos¢ danej wyjsciowej — sta-
nowi rozwigzanie tego przyktadowego zadania. Sie¢ iteracyjnie
uczy si¢ wnioskowac na temat sposobu rozwigzywania stawia-
nych jej zadan, dokonujac analizy przyktadowych danych wej-
sciowych i wyjsciowych. W $lad za tym zmieniane sa wartosci
wag synaptycznych poszczegolnych neuronow.
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ystemy oparte na wykorzystaniu sieci neurono wych znalazlty

szerokie zastosowanie w tych dziedzinach wiedzy, ktorych
przedmiotem badania sg zagadnienia predykcjii klasyfikacji, np.
ocena wiarygodnosci kredytowej, sterowanie robotami, przewidy-
wanie wahan kursu akcji gieldowych, atakze nauki o Ziemi. Istnie-
je wiele typow sieci neuronowych, rézniacych sig struktura i zasa-
dami dziatania. Do najczgsciej stosowanych naleza tzw. perceptro-
ny wielowarstwowe — MLP (multilayer perceptron), sieci o radial-
nych funkcjach bazowych — RBF (adial basis functions) oraz sieci
realizujace regresj¢ uogolniona — GRNN ( generalized re-
gression neural network).
Odpowiednio zaprojektowane i wytrenowane sieci
neuronowe pozwalaja na modelowanie prak-
tycznie dowolnie ztozonych funkcji
nieliniowych. W matematycz-
nym modelowaniu fizycznej po-
wierzchni Ziemi szczegdlnie do-
bre wyniki osiaga si¢ przy za-
stosowaniu sieci regresyjnych.
Sieci realizujace regresjg uogol-
niona majg cztery warstwy: wej-
$ciowa, radialng, regresyjna oraz
wyjsciowa. W sieci GRNN
przypadki uczace kopiowane sa
do neurondéw warstwy ukrytej
sieci. Dane te stuza zarowno do
estymacji odpowiedzi sieci dla
punktéw zbioru uczacego, jak
i dla nowych punktéw, ktore
W zbiorze uczacym nie wystg-
powaty.
Tworzenie przez sie¢ wielowy-
miarowej funkcji regresji pole-
ga na tym, iz kazdy przypadek
zbioru uczacego jest rozwazany

Rys. 3

Rys. 4

Rys. 5. Wulkan $w. Heleny po wybuchu (dane US Geological Survey)

30 EEjl:m:u

MAGAZYN GEOINFORMACYINY nr 5 (84) MAJ 2002

jako swoisty ,,dowod” tego, ze powierzchnia budowanej odpowie-
dzi sieci ma w tym punkcie pewna ustalong wysokos¢. Ten punkto-
wy ,,dowdd” jest nastepnie przez sie¢ ,,rozmywany” na okoliczne
punkty przestrzeni.

utor podjal probe zastosowania sieci neuronowych jako meto-
dy interpolacji powierzchni statystycznych, przede wszystkim
za$ numerycznego modelu terenu (NMT). Tworzenie NMT zregu-
ly sprowadza si¢ do uzyskania ciaglej powierzchni statystycznej na
podstawie zbioru dyskretnie rozmieszczonych punktow pomia-
rowych. Najczgsciej proces ten realizowany jest przy
uzyciu metody triangulacji, odwrotnych odle-
glosci lub krigingu. Jednak zastosowa-
nie odpowiednio dobranej sieci
neuronowej takze moze prowa-
dzi¢ do uzyskania interesujacych
wynikow.
Do badania przydatno$ci stosowania
SSN w tworzeniu modelu powierzchni te-
renu wykorzystano dane cyfrowe US Geo-
logical Survey. Jako obszar testowy przyjgto
rejon wulkanu $w. Heleny lezacego na pograni-
czu USA i Kanady. Dla obszaru otaczajacego
kalder¢ wulkaniczna (10 x 10 km)
USGS dysponuje numerycznym
modelem terenu o duzej rozdziel-
czosci przestrzennej, opracowa-
nym technika fotogrametryczna
(rys. 415). W badaniach wykorzysta-
no takze dane archiwalne, pozwalajace
na wizualizacje tego obszaru przed erupcja
wulkaniczna w 1980 roku (rys. 3).

Rys. 3. Wulkan sw. Heleny (przed 18 maja 1980 r.)
Rys. 4. Wulkan $w. Heleny (po 18 maja 1980 r.)
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Rys. 6. Powierzchnia btedu NMT,

zrod.
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Na analizowanym obszarze testowym wybrano 4000 punktéw roz-
mieszczonych w sposob losowy. Dla kazdego z nich okreslono
dwa parametry wejsciowe: wspotrzedne ptaskie X i Y oraz jeden
parametr wyjsciowy: wysokosé H. Dane te postuzyty do utworze-
nia czterech modeli terenu: przy zastosowaniu metody triangulacji
oraz sieci neuronowych MLP, RBF i GRNN.

Uzyskane wyniki poréwnano z danymi zrédtowymi USGS. Dla
zbioru 1000 losowo rozmieszczonych punktow, ktdre nie byty
wykorzystywane w tworzeniu NMT, okreslono $redni btad kwad-
ratowy RMS.

sposob interpolaciji | btad RMS [m]
triangulacja 4,87
MLP 45,44
RBF 26,62
GRNN 5,04

Zgodnie z przewidywaniami najlepsze rezultaty dato zastosowanie
klasycznej metody triangulacji, jednakze wyniki neurointerpolacji
wykorzystujacej sie¢ GRNN sa do nich zblizone. Sieci o radial-
nych funkcjach bazowych, a zwlaszcza perceptrony wielowarstwo-
we dajg obraz silnie zgeneralizowany.

Interesujace jest poréwnanie powierzchni bigdu NMT utworzone-
go metoda triangulacji i neurointerpolacji GRNN. Powierzchnie te
uzyskano jako réznicg zrodtowego NMT USGS i modelu interpo-
lowanego. Dla metody triangulacji (NMT _, — NMTmang_) rozktad
przestrzenny bleddw interpolacji ma charakter losowy (rys. 6).
Powierzchnia bledu neurointerpolacji GRNN (NMT, ., —NMT,_, )
wykazuje natomiast istotng zalezno$¢ przestrzenna (rys. 7). Szcze-
golnie widoczne jest to dla obszaru kaldery wulkanicznej, na brze-
gu ktdrej zmienia si¢ znak biedu.

Podobne wyniki uzyskano dla neurointerpolacji GRNN obszaru
testowego przed erupcja wulkanu $w. Heleny (rys. 8). Rejon pot-
nocno-wschodni (NE) wykazuje odmienne wlasciwosci w stosun-
ku do rejonu potudniowo-zachodniego (SW). Zastosowanie try-

Rys. 7. Powierzchnia btedu NMT NMT

zrod. GRNN

wialnego podzialu obszaru badan na dwa rejony wzdtuz przekatnej
kwadratu pozwala na minimalizacj¢ btedu RMS. Uzyskane wyniki
sa lepsze niz efekt zastosowania klasycznej triangulacji.

sposob interpolacii btad RMS [m]

SW NE
triangulacja 4,65 4,87
MLP 40,08 45,44
RBF 15,17 16,62
GRNN 3,75 4,04

Dalsza poprawa doktadnosci NMT wymagataby zastosowania sieci
neuronowej o wigkszej liczbie parametrow wejsciowych. Oprocz
dwoch wspotrzednych lokalizacyjnych X 1 Y mozna rozwazy¢
uwzglednienie zmiennych nominalnych, definiujacych np. podtoze
geologiczne, typ formy geomorfologicznej lub nawet rodzaj pokryca
terenu. Wymaga to prowadzenia dalszych badan. Wydaje si¢ jednak,
ze neurointerpolacja numerycznego modelu terenu moze stanowi¢
interesujaca alternatywe dla klasycznych metod tworzenia NMT.

Dr Robert Olszewski jest adiunktem w Zakladzie Kartografii PW
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